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　　摘　要：　深度学习给模式识别与机器学习带来了巨大的变化，已成功应用于语言处理、图像处理、信号处理、商
业经济等方面．受限玻尔兹曼机（ＲｅｓｔｒｉｃｔｅｄＢｏｌｔｚｍａｎｎＭａｃｈｉｎｅ，ＲＢＭ）是一个表示能力强、很好的生成模型，多个 ＲＢＭ
堆叠而构成的深度信念网络模型（ＤｅｅｐＢｅｌｉｅｆＮｅｔｓ，ＤＢＮ）的学习时间会较长．为加快整个 ＤＢＮ网络的学习时间和提
高分类效果，本文提出基于动量方法ＲＢＭ的一种有效算法．该算法在ＲＢＭ预训练阶段，结合梯度上升算法特点采取
快速上升的动量方式；以及ＢＰ算法微调阶段，为了能精确的找到最优点，结合梯度下降算法特点，相应的引入缓慢下
降式的动量项，即在梯度上升和梯度下降过程中都使用不同的动量方式．本文算法在 ＭＮＩＳＴ手写数字体和 ＣＭＵＰＩＥ
人脸数据库上进行了实验，结果表明，提出的改进算法能够有效地增强图像特征的表达能力，提高图像的分类效果和

实验效率．
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１　引言
　　２００６年以来，机器学习领域中“深度学习”开始受
到学术界广泛关注，到今天已经成为互联网大数据和

人工智能的一个热潮［１］．深度学习有三种典型的模型
方法［１］：卷积神经网络模型（ＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌＮｅｔ
ｗｏｒｋｓ，ＣＮＮ）、深度信念网络模型、堆栈自编码网络模型
（ＳｔａｃｋｅｄＡｕｔｏ—ｅｎｃｏｄｅｒｓ，ＳＡＥ）．

ＲＢＭ因表示力强、易于推理等优点被成功用于深
度神经网络中［１］．ＤＢＮ由多个 ＲＢＭ堆叠进行逐层学习
而构成，因此，学习时间会相应的加长．

为加速网络收敛且得到可靠的估计，已有文献对

ＲＢＭ算法的改进或优化有两类．一类是加正则项［２～４］或

随机＂ｄｒｏｐｏｕｔ＂［５，６］，以达到稀疏目的，给目标任务提高效
率，但仍然存在训练缓慢等问题［２］．另一类算法，如 Ｈｉｎ
ｔｏｎ等提出的对比散度（ＣｏｎｔｒａｓｔｉｖｅＤｉｖｅｒｇｅｎｃｅ，ＣＤ）算
法［７］、专家乘积方法［８］和贪婪算法［９］训练ＤＢＮ取得了一
定效果，但训练时间还是长．Ｙａｎｇ等［１０］提出弱监督学习

的去噪ＲＢＭ特征提取算法，但ＲＢＭ分类效果并不明显．
Ｌｏｐｅｓ等［１１］和Ｚｈａｎｇ等［１２］分别提出 ＲＢＭ在多个处理器
和Ｈａｄｏｏｐ平台进行，时间有较大提高，但ＲＢＭ分类效果
仍不明显．还有引入动量项［１３～１９］来优化网络提高学习效

率，其中文献［１７］将经典动量［１４］和Ｎｅｓｔｅｒｏｖ动量［１５］应用

到ＲＢＭ中，其分类效果提高也不明显．文献［１９］则从理
论上分析这两种动量加速效果差的原因，提出网络权值

衰减的动量算法，但仍然是以增大网络权值为代价，权值

过大会导致网络的泛化性能降低［１９］．
基于以上研究，本文是在文献［１７，２０，９］的基础上

进行改进．首先，利用文献［２０］的 ＫＬ距离解释ＲＢＭ模
型原理，推导出ＲＢＭ的其中一种参数更新方式，但本文
各参数更新方式与文献［２０］不一样，且采样技术也不
一样，文献［２０］用的是平行退火采样，本文用文献［９］
的Ｇｉｂｂｓ采样；接着，构建两个隐层的 ＤＢＮ网络，为加
速整个网络收敛和提高鲁棒性，本文提出在 ＲＢＭ预训
练阶段和微调阶段分别引入不同于以上动量方式的一

种改进算法．在每个ＲＢＭ中结合梯度上升算法，采取快
速收敛的动量方法来训练；同时，用 ＢＰ算法微调整个
网络时，却引入缓慢下降式的不同动量项，从而减少整

个网络的学习时间和提高网络泛化能力．

２　受限玻尔兹曼机模型
　　 如图 １所示，ＲＢＭ有 ｎ个可见单元和 ｍ个隐单
元，ｖｉ表示第ｉ个可见单元的状态，ａｉ表示可见单元ｉ的
偏置；ｈｊ表示第ｊ个隐单元的状态；ｂｊ表示隐单元ｊ的偏
置；ｗｉｊ表示可见单元 ｉ与隐单元 ｊ之间的连接权重。向
量ｖ＝（ｖ１，ｖ２，…，ｖｎ）

Ｔ和ｈ＝（ｈ１，ｈ２，…，ｈｍ）
Ｔ分别表示

可见单元和隐单元的状态向量；ａ＝（ａ１，ａ２，…，ａｎ）
Ｔ和

ｂ＝（ｂ１，ｂ２，…，ｂｍ）
Ｔ表示可见层和隐层的偏置向量；Ｗ

＝（ｗｉｊ）ｍ×ｎ∈Ｒ
ｍ×ｎ表示链接权重的矩阵．令 θ＝｛ｗｉｊ，ｉ＝

１，２，…，ｎ，ｊ＝１，２，…，ｍ；ａｉ，ｉ＝１，２，…，ｎ；ｂｊ，ｊ＝１，２，…，
ｍ．｝，ＲＢＭ的主要任务就是求出这些参数 θ的更新方
式，以拟合给定的训练数据的概率分布．

ＲＢＭ是一种随机网络，其层内无连接，因此，在给
定可见层单元状态时，各隐层单元的激活条件独立；反

之，给定隐层单元的状态时，可见层单元的激活也条件

独立．ＲＢＭ中的神经元只有激活和不激活两种状态，也
即取值是０或１

对于一组给定的状态（ｖ，ｈ），ＲＢＭ作为一个系统所
具备的能量函数定义为：

　Ｅ（ｖ，ｈ）＝－∑
ｎ

ｉ＝１
ａｉｖｉ－∑

ｍ

ｊ＝１
ｂｊｈｊ－∑

ｎ

ｉ＝１
∑
ｍ

ｊ＝１
ｖｉＷｉｊｈｊ，

ｉ，ｊ，ｖｉ，ｈｊ∈｛０，１｝ （１）
利用该能量函数可得（ｖ，ｈ）的联合概率分布：

ｐ（ｖ，ｈ）＝ｅ
－Ｅ（ｖ，ｈ）

Ｚθ
（２）

其中Ｚθ＝∑
ｖ，ｈ
ｅ－Ｅ（ｖ，ｈ），Ｚθ称为归一化因子．

２１　最大化ＲＢＭ网络表示的分布ｐ（ｖ）
对于一个实际问题，学习ＲＢＭ的目的是让ＲＢＭ网

络表示的可见层节点ｖ的分布ｐ（ｖ）最大可能的拟合输
入样本所在样本空间的分布 ｑ（ｖ）．从信息熵的角度理
解：即使得ｐ和ｑ之间的ＫＬ距离最小，则两种分布越接
近［２０］：

ＫＬ（ｑ｜｜ｐ）＝∑
ｖ∈Ω
ｑ（ｖ）ｌｎｑ（ｖ）ｐ（ｖ）

＝∑
ｖ∈Ω
ｑ（ｖ）ｌｎｑ（ｖ）－∑

ｖ∈Ω
ｑ（ｖ）ｌｎｐ（ｖ） （３）

输入样本一旦确定，则 ｑ（ｖ）是确定的，即式（３）中
第一项是确定的．要使ＫＬ距离最小，则使式（３）第二项
最大．第二项的求和是对整个样本空间求和，因只有输
入样本集Ｓ，没有整个样本空间 Ω，于是利用蒙特卡罗
方法［９］求其近似值．

假设有Ｔ个训练样本，ｖｔ表示第 ｔ个训练样本，则
用这些样本均值逼近其期望：

∑
ｖ∈Ω
ｑ（ｖ）ｌｎｐ（ｖ）≈１ｎ∑ｖ∈Ｓｌｎｐ（ｖ）＝

１
Ｔ∑

Ｔ

ｔ＝１
ｌｎｐ（ｖｔ）

７７１
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上式略等号左边是对整个样本空间 Ω求和，右边
求和是对采集样本Ｓ，Ｓ服从ｑ（ｖ）分布．

因此，式（３）第二项最大化，就是求解１Ｔ∑
Ｔ

ｔ＝１
ｌｎｐ（ｖｔ）

最大化．
２２　ＲＢＭ问题的求解目标

我们最关心的是ＲＢＭ网络表示的概率分布ｐ（ｖ，ｈ）
的边缘分布ｐ（ｖ）：

ｐ（ｖ）＝∑
ｈ
ｐ（ｖ，ｈ）＝∑

ｈ

ｅ－Ｅ（ｖ，ｈ）

Ｚθ
＝１Ｚθ
∑
ｈ
ｅ－Ｅ（ｖ，ｈ）

若训练样本的集合Ｓ有Ｔ个样本：
Ｓ＝｛ｖ１，ｖ２，…，ｖＴ｝，ｖｔ＝（ｖｔ１，ｖ

ｔ
２，…，ｖ

ｔ
ｎ）
Ｔ，ｔ＝１，２，…，Ｔ

学习 ＲＢＭ的目标就是最大化如下似然函数：令

Ｌ（θ）＝１Ｔ∑
Ｔ

ｔ＝１
ｌｎｐ（ｖｔ）

θ ＝ａｒｇｍａｘ
θ

Ｌ（θ）＝ａｒｇｍａｘ
θ

１
Ｔ∑

Ｔ

ｔ＝１
ｌｎｐ（ｖｔ[ ]）

因此，最大化似然函数常用梯度上升法到最优参

数θ，对θ求导，使θ向增大的方向变化：

θ：＝θ＋ηＬθ

其中η＞０为学习率，关键是找梯度Ｌθ
．

Ｌ（θ）＝１Ｔ∑
Ｔ

ｔ＝１
ｌｎｐ（ｖｔ）＝１Ｔ∑

Ｔ

ｔ＝１
ｌｎ∑

ｈ
ｐ（ｖｔ，ｈ）

＝１Ｔ∑
Ｔ

ｔ＝１
ｌｎ∑

ｈ
ｅ－Ｅ（ｖ

ｔ，ｈ）－ｌｎ∑
ｖ，ｈ
ｅ－Ｅ（ｖ，ｈ( )）

令θｉ是θ＝｛ｗｉｊ，ａｉ，ｂｊ｝中的某一个参数，则对数似
然函数关于θｉ的梯度为：

Ｌ（θ）
θｉ

＝
 １
Ｔ∑

Ｔ

ｔ＝１
ｌｎ∑

ｈ
ｅ－Ｅ（ｖ

ｔ，ｈ）－ｌｎ∑
ｖ，ｈ
ｅ－Ｅ（ｖ，ｈ( )( )）

θｉ

＝１Ｔ∑
Ｔ

ｔ＝１


θｉ
ｌｎ∑

ｈ
ｅ－Ｅ（ｖ

ｔ，ｈ）－ｌｎ∑
ｖ，ｈ
ｅ－Ｅ（ｖ，ｈ( )）

＝１Ｔ∑
Ｔ

ｔ＝
[

１
Ｅｐ（ｈ ｖｔ）

　 －Ｅ（ｖｔ，ｈ( )）

θ( )
ｉ

　 －Ｅｐ（ｖ，ｈ）
－Ｅ（ｖ，ｈ( )）

θ( ) ]
ｉ

（４）

对式（４）右边的两项全部采用蒙特卡罗方法［９］近

似求期望，当给定一个训练样本时，于是有关 ｗｉｊ，ａｉ，ｂｊ
三个参数的导数分别为：

Ｌ（θ）
ｗｉｊ

＝∑
ｈ
ｐ（ｈ｜ｖｔ）× －Ｅ（ｖ

ｔ，ｈ( )）
ｗｉｊ

　－∑
ｖ，ｈ
ｐ（ｖ，ｈ）× －Ｅ（ｖ，ｈ( )）

ｗｉｊ
＝∑

ｈ
ｐ（ｈ｜ｖｔ）×（ｖｔｉｈｊ）－∑

ｖ，ｈ
ｐ（ｖ，ｈ）×（ｖｉｈｊ）

≈ｖ（０）ｉ ｈ
（０）
ｊ －ｖ

（ｋ）
ｉ ｐ（ｈｊ＝１｜ｖ

（ｋ）） （５）

Ｌ（θ）
ａｉ

＝∑
ｈ
ｐ（ｈ｜ｖｔ）× －Ｅ（ｖ

ｔ，ｈ( )）
ａｉ

　－∑
ｖ，ｈ
ｐ（ｖ，ｈ）× －Ｅ（ｖ，ｈ( )）

ａｉ
＝Ｅｐ（ｈ ｖｔ）（ｖ

ｔ
ｉ）－Ｅｐ（ｖ，ｈ）（ｖｉ）

≈ｖ（０）ｉ －ｖ
（ｋ）
ｉ （６）

Ｌ（θ）
ｂｊ

＝∑
ｈ
ｐ（ｈ｜ｖｔ）×（－Ｅ（ｖ

ｔ，ｈ））
ｂｊ

　－∑
ｖ，ｈ
ｐ（ｖ，ｈ）×（－Ｅ（ｖ，ｈ））

ｂｊ
＝Ｅｐ（ｈ｜ｖｔ）（ｈｊ）－Ｅｐ（ｖ，ｈ）（ｈｊ）
≈ｈ（０）ｊ －ｐ（ｈｊ＝１｜ｖ

（ｋ）） （７）
其中ｈ（０）ｊ 为由ｖ

（０）第一次采样到的隐层单元中第 ｊ个隐
单元ｈｊ的状态值．

为使算法稳定，引入学习率η，各参数更新：
Δｗｉｊ＝Δｗｉｊ＋η［ｖ

（０）
ｉ ×ｈ

（０）
ｊ －ｖ

（ｋ）
ｉ ×ｐ（ｈｊ＝１｜ｖ

（ｋ））］

Δａｉ＝Δａｉ＋η［ｖ
（０）
ｉ －ｖ

（ｋ）
ｉ ］

Δｂｊ＝Δｂｊ＋η［ｈ
（０）
ｊ －ｐ（ｈｊ＝１｜ｖ

（ｋ））］

３　改进的动量方法
　　 动量方法在神经网络领域中，通常是用来加速和
提高 ＢＰ算法的．Ｒｕｍｅｌｈａｒｔ等［１３］提出动量项能加速整

个ＢＰ网络的学习速度，也是改进算法稳定性的一种途
径．因此，本文借鉴动量方法的思想来提高网络收敛速
度和改进算法的稳定性．

文献［３］用随机最大化似然函数算法，结合权值衰减
的经典动量方法［３］，手写体识别实验取得了１１％的错误
率．Ｓｕｔｓｋｅｖｅｒ等［１５］提出 Ｎｅｓｔｅｒｏｖ动量方法．Ｎｉｔａｎｄａ［１６］将
Ｎｅｓｔｅｒｏｖ动量和随机梯度方差减少技术相结合，手写体识
别实验，错误率在４％左右．Ｚａｒｅｂａ等［１７］用经典动量和

Ｎｅｓｔｅｒｏｖ动量两种方法做了比较，手写体识别实验中，得
出Ｎｅｓｔｅｒｏｖ动量效果好，ＲＢＭ识别错误率是２０４％．Ｙｕａｎ
等［１８］分析了动量随机梯度法的收敛性和效果性能．这些
研究表明在随机梯度方法中，动量方法的确有加速ＲＢＭ
网络收敛和提高学习性能的效果．以上动量方法要么只
用于ＢＰ网络，或仅用于ＲＢＭ预训练阶段，对ＤＢＮ整个
网络的训练和微调阶段，没有同时用动量方法．

基于以上研究，结合ＲＢＭ结构原理，我们提出根据
梯度上升和梯度下降算法特点，各自更新过程中分别引

入不同方式的动量项，即在ＲＢＭ预训练阶段和微调阶段
都同时使用不同的动量方式，既可以提高识别效果，又可

以减少网络学习时间．参数的设置，最开始设ｗｉｊ，ａｉ，ｂｊ都
为０，学习率η设置较大时，收敛快，但会引起不稳定；η
设置较小时，可避免不稳定，但收敛慢．为克服这一情况，
引入动量项（ｍｏｍｅｎｔｕｍ）ｍ，使得本次参数值修改的方
向不完全由当前样本下的似然函数梯度方向决定，而采
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用上一次参数值修改方向与本次梯度方向的组合［１３］，这

样可以避免算法过早的收敛到局部最优．这种组合有不
同的组合方式，经典动量方式［２１，１４］、Ｎｅｓｔｅｒｏｖ动量方
式［１５１７］及权值衰减的动量方式［３，８］．

经典的动量方式［１４，１７，２１，２２］为：

θｔ＝θｔ－１＋ｍ
Δθｔ－１－η［

Ｌ（θ）
θｉ

］ （８）

式（８）表示的是上一次参数值修改方向与本次梯度的
负方向的组合［２２］．

Ｎｅｓｔｅｒｏｖ动量方式［１５，１７］为：

θｔ＝θｔ－１＋ｍ
Δθｔ－１－η［

Ｌ（θ＋ｍΔθｔ－１）
θｉ

］ （９）

Ｎｅｓｔｅｒｏｖ动量和经典动量之间的区别体现在梯度
计算上，Ｎｅｓｔｅｒｏｖ动量中，梯度计算在当前速度之后．因
此，Ｎｅｓｔｅｒｏｖ动量可看作在经典动量方法中添加了一校
正因子［２２］．

文献［１９］从理论上分析式（８）和式（９）这两种动
量加速效果差的原因，进而提出网络权值衰减的动量

算法，但仍然是以增大网络权值为代价［１９］．基于此，本
文采取的动量方式不同于以上．根据 ＲＢＭ训练采取的
是梯度上升算法，则动量方式采取的是上一次参数值

修改方向与本次梯度正方向相加，步长最大，在梯度方

向上不停的加速，这样更加快速的收敛到最优．因此，本
文在ＲＢＭ训练中采取参数更新方式如下：

θｔ＝θｔ－１＋ｍ
Δθｔ－１＋η［

Ｌ（θ）
θｉ

］ （１０）

而在ＤＢＮ网络整个微调阶段，采取的是梯度下降
算法，则结合梯度下降的自身特点，为使梯度下降过程

中能精确的找到最优点，微调时采用更新步长较小，便

于不错过每个最低点．因此，微调阶段 ＢＰ网络中参数
Ｗ的更新方式为：
　　ｎｎ．Ｗ（ｎ）＝ｎｎ．Ｗ（ｎ－１）－ｍ′×

ｎｎ．ΔＷ（ｎ－１）－η′×［１ＴΔＷ］ （１１）

４　实验
　　实验采用ＭＮＩＳＴ数据集和ＣＭＵＰＩＥ人脸数据库的
数据图像作为实验对象，用算法１在两个数据集上做实
验，来说明本文提出的动量算法能提高网络识别效果

和减少网络训练及学习时间．实验环境是在 Ｍｉｃｒｏｓｏｆｔ
Ｗｉｎｄｏｗｓ７的操作系统下，硬件配置是：Ｉｎｔｅｌ（Ｒ）ｃｏｒｅ
（ＴＭ）ｉ７４７７０ＨＱＣＰＵ＠２２ＧＨｚ，１６ＧＢ内存．

算法１　ＤＢＮ学习算法的主要步骤

１）　给定训练集 Ｓ＝｛ｖ１，ｖ２，…，ｖＴ｝，分批训练，每批有Ｓ＝Ｔ个样本，
可见单元和隐单元分别设为ｎ个和ｍ个，每个ＲＢＭ的学习率设

η，动量为ｍ，迭代次数为 Ｊ．ＢＰ网络的学习率设为 η′，动量为
ｍ′迭代次数为Ｊ′．

２）　随机初始化Δｗｉｊ＝Δａｉ＝Δｂｊ＝０ｆｏｒ
ｉ＝１，２，…，ｎ；ｊ＝１，２，…，ｍ

３）　对ＲＢＭ中所有的样本ｖ∈Ｓ
４）　ｖ（０）←ｖ
５）　对每个样本 ｔ＝０，１，…，ｋ－１
６）　对 ｊ＝１，２，…，ｍ采样 ｈ（ｔ）ｊ ～ｐ（ｈｊ ｖ（ｔ））
７）　对 ｉ＝１，２，…，ｎ采样 ｖ（ｔ＋１）ｉ ～ｐ（ｖｉ ｈ（ｔ））
８）　Ｅｎｄｆｏｒ
９）　ｆｏｒｉ＝１，２，…，ｎ；ｊ＝１，２，…，ｍｄｏ
１０）　参数更新：
１１）　Δｗｉｊ←ｍ·Δｗｉｊ＋η［ｖ（０）ｉ ｈ（０）ｊ －ｖ（ｋ）ｉ ｐ（ｈｊ＝１ ｖ（ｋ））］
１２）　Δａｉ←ｍ·Δａｉ＋η［ｖ（０）ｉ －ｖ（ｋ）ｉ ］
１３）　Δｂｊ←ｍ·Δｂｊ＋η［ｈ（０）ｊ －ｐ（ｈｊ＝１ ｖ（ｋ））］
１４）　Ｅｎｄｆｏｒ
１５）　在每个ＲＢＭ网络中迭代 ｉｔｅｒ＝１，２，…，Ｊ
１６）　所有的参数批量更新方式：

１７）　Ｗ←Ｗ＋ｍ·ΔＷ＋η［
１
ＴΔＷ］

１８）　ａ←ａ＋ｍ·Δａ＋η［
１
ＴΔａ］

１９）　ｂ←ｂ＋ｍ·Δｂ＋η［
１
ＴΔｂ］

２０）　Ｅｎｄｆｏｒ
２１）　在ＢＰ网络中迭代ｉｔｅｒ＝１，２，…，Ｊ′

２２）　参数Ｗ更新方式：

２３）　Ｗ←Ｗ－ｍ′·ΔＷ－η′［
１
ＴΔＷ］

２４）　Ｅｎｄｆｏｒ

４１　ＭＮＩＳＴ数据库手写体识别实验
实验一采用ＭＮＩＳＴ数据集，包含７００００张０９的１０

个手写体数字图像，每张图片大小是２８×２８，随机选取
６００００张用于训练，１００００张用来测试．

若构建一个 ＲＢＭ网络：７８４４００１０，隐单元设置为
４００时效果最好，用本文算法，ＲＢＭ迭代３０次，微调３０
次，错误率可达１５８％．ＭＮＩＳＴ数据库的测试集上不同
算法的实验结果如表１所示．以下各表中的耗时指的是
训练和测试一起的时间．

表１　不同ＲＢＭ模型在ＭＮＩＳＴ数据集上的实验情况

不同ＲＢＭ／网络结构 分类错误率 耗时（分）

去噪ＲＢＭ［１０］ ７８４１５００１０ ６４５％ —

ＭａｐＲｅｄｕｃｅＲＢＭ［１２］ ７８４９００１０ ２９２％ ７５

本文算法 ＲＢＭ ７８４９００１０ １６３％ ７

本文算法 ＲＢＭ ７８４４００１０ １５８％ ６５

ＭａｐＲｅｄｕｃｅＲＢＭ［１２］ ７８４９００１０ ２８９％ １２

本文算法 ＲＢＭ ７８４９００１０ １４６％ １１

动量ＲＢＭ［１７］ ７８４４００１０ ２０４％ —

本文算法 ＲＢＭ ７８４４００１０ １４２％ １０
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　　从表１的结果可以看出，本文提出的算法构成的
ＲＢＭ学习时间和分类效果比 Ｙａｎｇ［１０］的去噪 ＲＢＭ方
法、ＭａｐＲｅｄｕｃｅＲＢＭ方法［１２］、以及 Ｚａｒｅｂａ等［１７］的动量

方法都明显有提高，错误率至少降低了３０％．且本文算
法简单易于实现，不需要面临 Ｈａｄｏｏｐ平台的 ＭａｐＲｅ
ｄｕｃｅ框架设计等问题．

若构建２个隐层网络：７８４４００１０００１０，用本文算
法，经过１小时３６分钟，错误率可达１０２％．本文算法
与其他ＤＢＮ的方法对比结果如表２所示．
表２　不同ＤＢＮ模型在ＭＮＩＳＴ数据集上的实验结果（错误率）

不同模型算法 分类错误率 耗时（小时）

专家乘积方法［８］ １７％ ２４

Ｈｉｎｔｏｎ的贪婪算法［９］ １２５％ 大于９

异构体并行框架方法［２３］ １３９％ —

权衰减动量方法［３］ １１％ —

训练和微调都无动量方法 １３％ ２

训练用动量、微调无动量方法 １１５％ １８

本文算法 １０２％ １６

　　从表２的结果显示，本文提出的算法 ＤＢＮ分类效
果比 Ｍａｙｒａｚ［８］、Ｈｉｎｔｏｎ［９］、Ｓｗｅｒｓｋｙ等［３］和 Ｗａｎｇ等［２３］有

关ＤＢＮ方法要好，与 Ｈｉｎｔｏｎ［９］的每层学习时间要几个
小时相比，本文动量算法能缩短８０％以上学习时间且
分类效果好．试验结果表明，本文提出的动量算法在保
证网络正确率有所提升的同时，还能减少网络训练

耗时．
图２（ａ）为本文算法学习到的权重图像可视化，

图２（ｂ）为专家乘积算法［８］的权重图像可视化．图像
中线条越清晰，说明网络对训练数据学习得越充分，

则此网络会因过拟合问题，出现对测试数据分类效果

差的现象．因此，图２（ａ）中优化网络的特征提取图像
线条相对模糊，表明其鲁棒性较好，其网络分类效果

更佳．
４２　ＣＭＵＰＩＥ数据库人脸识别实验

实验二采用ＣＭＵＰＩＥ人脸数据库，包含６８位志愿
者的４１，３６８张多姿态、光照和表情的面部图像．选取库
中尺寸为３２×３２的３０种人脸图像进行分类，每种人脸
均有１７０张不同的数据，即共有５１００个带标数据，随机
选取４５００个作为训练数据，其余６００个数据作为测试
数据；以及选取尺寸为３２×３２的６８个人的１１５５４张图
片，其中１００００张图像作为训练样本，剩下的１５５４张图
片用来测试．

实验二在两个不同规模的 ＤＢＮ网络上进行优化，
在尺寸为３２×３２的人脸数据上，原网络与动量优化网
络的分类准确率和耗时上的对比结果，以及６８人的图
像分类结果如表３所示．

表３　动量优化网络与原网络在ＣＭＵＰＩＥ数据集上实验结果对比

网络结构 分类正确率（错误率） 耗时（分）

１０２４５００５００３０ ９７８３％　（２１７％） ６５

１０２４５００５００３０（ｍ） ９９１７％　（０８３％） ６

文献［２４］的方法，３０人 ９８８３％　（１１７％） １７７

文献［２５］的方法，６８人 ９６１７％　（３８３％） —

１０２４１００１００６８ ９７８％　 （２２％） ６５

１０２４１００１００６８（ｍ） ９８４７％　（１５３％） ６

　　本文算法对３０人的人脸识别效果要好于６８人的
人脸识别效果，因６８人的图像数据量大且类别多．与文
献［２４］相比，本文算法对 ３０人的识别错误率可降低
２９％及时间上节省６６％．表３对比结果显示，本文提出
的动量算法无论是对３０人的还是６８人的人脸识别，较
未用动量时的网络识别正确率都有较大提高．在没有
如此大规模数据时，网络学习时间没有很明显的优势，

但更能符合实际问题应用．本文算法对６８人的人脸识
别效果与文献［２５］结果相比错误率降低了６０％，说明
ＲＢＭ模型对提出的改进动量算法能够有效地增强图像
特征的表达能力，其网络的泛化能力和鲁棒性都较好．
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可视化随机的１００张人脸图片以及网络学习到的
权重图像如下图３所示．

图３（ａ）为原数据库中人脸图片的可视化，含有丰
富的姿态和光照变化的图像．结合表３实验结果分析可
知，本文算法对多姿态、光照和表情变化仍然有不错的

表现和特征表达能力，鲁棒性较好．图３（ｂ）为动量优化
网络学习到的权重图像可视化，隐约可看见模糊的人

脸，它相当于特征提取器，提取到的人脸特征具有较好

的分类性能．

５　结论
　　本文提出了基于动量方法 ＲＢＭ的一种有效算法，
在ＲＢＭ模型的理论原理上，将不同组合方式的动量项
加入到ＲＢＭ训练阶段和微调阶段，起到加速整个网络
收敛的作用和提高网络泛化能力，并在 ＭＮＩＳＴ手写体
数据集和ＣＭＵＰＩＥ人脸数据库上分别做识别实验，与
其他ＲＢＭ同类方法做比较．试验结果表明，本文提出的
动量算法简单有效，在保证网络正确率有所提升的同

时，能减少网络学习时间．说明ＲＢＭ模型对于改进的算
法具有较强的特征表达能力和泛化能力及鲁棒性能．
在ＭＮＩＳＴ和ＣＭＵＰＩＥ公用数据库上的测试结果也说明
了本文算法的有效性．
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